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Resumo
A estimativa da distribuição de perdas em uma carteira de crédito e de 
medidas estatísticas correlatas, como value-at-risk, capital econômico e 
perda esperada condicional, depende de diversos parâmetros, conforme 
o modelo adotado. Nos modelos do tipo Merton-based, as correlações 
assumem papel fundamental. Na gestão de risco de crédito, define-se 
correlação como uma medida de conexão entre eventos. A premissa de 
independência (ou da ausência de correlação) não é aceita na literatura 
do tema, nem é verificável na prática. É necessário estimar medidas de 
correlação com o fator sistêmico e entre contrapartes, o que leva a uma 
matriz de correlações de ativos. Este artigo descreve uma metodologia 
de estimação de matrizes de correlação de ativos, compatível com o 
modelo Merton-based de um fator, e analisa o efeito nas métricas esta-
tísticas de risco de crédito, se comparado à hipótese de independência 
de eventos. O modelo teórico utiliza as probabilidades de descumpri-
mento e suas volatilidades para a estimação das correlações entre ativos.

Palavras-chave: Matriz de correlação. Correlação de ativos. Corre-
lação de defaults. Risco de crédito.

Abstract
The estimation of losses distribution in a credit portfolio and related statistical measures, 
such as VaR, Economic Capital and Expected Shortfall, depends on several parameters, 
according to the model adopted. In Merton-based models, correlations play a key role. In 
credit risk management, one can define correlation as a measure of connection between 
events. The premise of independence (or lack of correlation) is not accepted in the literature of 
the subject, nor is it verifiable in practice. It is necessary to estimate measures of correlation 
with the systemic factor and between counterparts, which leads to an asset correlation 
matrix. This article presents a methodology for the estimation of asset correlation matrices, 
compatible with the Merton-based one factor model, and analyses the effect on statistical 
credit risk metrics when compared to the independence hypothesis. The theoretical model 
uses the probability of default and its volatilities to estimate the correlations between assets.
Keywords: Correlation matrix. Asset correlation. Default correlation. Credit risk.
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Introdução
Na literatura sobre gestão de risco de crédito, existem diversos tipos 
de modelos para estimação de perdas potenciais em uma carteira de 
crédito. O modelo CreditRisk+ é o que tem mais facilidade de apli-
cação, pois só requer a estimativa de probabilidades de default por 
faixa de risco e suas volatilidades. No entanto, apoia-se em premissas 
pouco realistas, como a hipótese de carteira infinitamente granular. 
Isto é, para uma carteira com algum grau de concentração, suas es-
timativas são subdimensionadas. Um modelo do tipo Merton-based 
por simulação mostra-se como uma alternativa mais realista e que 
também pode ser aplicado à realidade brasileira.

Dado que esse tipo de modelo necessita de uma matriz de correla-
ção de ativos como entrada, duas questões principais se colocam: 
como estimar medidas de correlação em carteiras de crédito e que 
impacto elas produzem nas principais métricas de risco.

Este artigo tem como objetivo apresentar uma metodologia de es-
timação das matrizes de correlação de ativos por rating, bem como 
analisar o efeito de tais correlações na estimação das estatísticas de 
risco de crédito, como valor em risco, capital econômico e perda 
esperada, se comparado à hipótese de independência de eventos, 
para uma carteira com igual número de contrapartes por faixa de 
risco e mesma exposição por contraparte. Medidas como o capital 
econômico são fundamentais nas avaliações de suficiência de capital 
para gerir de forma mais eficiente o risco de crédito. Quanto mais 
realistas forem essas medidas, melhor será o embasamento para a 
tomada de decisão em instituições financeiras.

A relevância do tema baseia-se na crescente exigência de órgãos 
reguladores para que as instituições desenvolvam modelos geren-
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ciais de perdas que capturem adequadamente as características de 
suas carteiras e possam aplicá-los de forma a ter estimativas realis-
tas dos riscos a que estão expostas. Em 2017, o Banco Central do 
Brasil (BCB) consolidou diversas exigências em um único normati-
vo, a Resolução CMN 4.557/17 (BCB, 2017a).

A Resolução CMN 4.557/17 trata da estrutura de gerenciamento 
de riscos e da estrutura de gerenciamento de capital. Em resumo, 
determina que as instituições devam implementar estruturas de 
gerenciamento contínuo e integrado de riscos e de gerenciamento 
contínuo de capital, que sejam compatíveis com o modelo de ne-
gócio e proporcionais à dimensão e à relevância da exposição aos 
riscos. Além disso, determina que as instituições enquadradas nos 
segmentos S1 e S21 devem avaliar a adequação de capital conforme 
as metodologias estabelecidas pelo Banco Central, que são:

•	 Processo Interno de Avaliação de Adequação de Capital (Icaap),2 
para instituições no S1; e

1 A Resolução CMN 4.553/17 (BCB, 2017b) estabeleceu a segmentação das instituições fi-
nanceiras e demais instituições autorizadas a funcionar pelo Banco Central de forma a sim-
plificar o processo de aplicação proporcional da regulação prudencial. As segmentações levam 
em conta o porte e a atividade internacional de cada instituição. Foram determinados cinco 
segmentos (de S1 a S5), sendo o S1 composto pelas instituições de maior porte (igual ou supe-
rior a 10% do produto interno bruto – PIB) ou que exerçam atividade internacional relevante, 
independentemente do porte. O porte é definido com base na razão entre o valor da exposição 
total da instituição e o valor do PIB do Brasil. A exposição total deve ser considerada confor-
me metodologia definida pelo Banco Central e o PIB do Brasil a preços de mercado e valores 
correntes divulgado pelo Instituto Brasileiro de Geografia e Estatística (IBGE), acumulado 
para o período de quatro trimestres consecutivos com término em cada data-base de apuração.

2 O Icaap é uma avaliação anual que compreende dois aspectos principais: identificação 
e mensuração dos riscos incorridos (cálculo da necessidade de capital) e avaliação da sufi-
ciência do capital para suportar tais riscos (comparação entre o capital efetivamente man-
tido pela instituição e a sua necessidade de capital), considerando os objetivos estratégicos 
da instituição. Para o gerenciamento de seu capital, a instituição deve adotar uma postura 
prospectiva, antecipando a necessidade de capital decorrente de possíveis mudanças nas 
condições de mercado.
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•	 Processo Interno Simplificado de Avaliação da Adequação 
de Capital (IcaapSimp) para instituições no S2. Por enquanto, 
ainda não foram estabelecidos os critérios para essa metodo-
logia; portanto, as instituições S2 devem seguir a mesma me-
todologia do segmento S1.

Além disso, instituições nesses segmentos também estão sujeitas à 
exigência de realizar o Teste de Estresse Bottom-Up (Tebu)3 – ainda 
não normatizado pelo BCB.

Tendo como motivação apresentar um método de estimação de cor-
relações entre ativos de uma carteira de crédito que permite estimar 
o risco da carteira de forma mais realista, o artigo foi estruturado 
da seguinte forma:

A segunda seção descreve os principais tipos de modelos usados 
na gestão do risco de crédito e a comparação entre eles. A terceira 
seção apresenta uma digressão sobre os modelos Merton-based e os 
conceitos e relações entre a correlação de ativos, a correlação de 
default e as volatilidades do default. Na quarta seção, detalha-se o 
processo de modelagem das matrizes de correlação de ativos. As 
estimativas obtidas, assim como uma comparação das principais 
métricas estatísticas de risco com e sem o uso das matrizes de cor-
relação, são analisadas na quinta seção. A sexta seção traz as consi-
derações finais.

3 O Teste de Estresse Bottom-Up (Tebu) prevê uma avaliação prospectiva dos riscos in-
corridos pela instituição e da suficiência do capital para suportar tais riscos, de forma se-
melhante ao Icaap. No entanto, no Tebu, essa avaliação deve ser feita levando-se em conta 
os cenários macroeconômicos disponibilizados pelo Banco Central.
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Modelos de perdas para  
gestão de risco de crédito
Na gestão do risco de crédito, existem modelos com diferentes pre-
missas. Koyluoglu e Hickman (1998) classificam esses modelos em 
três categorias principais:

•	 Merton-based ou estruturais – Baseados na relação entre o 
valor do ativo em relação ao passivo da firma. Exemplos: 
CreditMetrics e KMV. O modelo CreditMetrics da JP Morgan, 
publicado em 1997, baseia-se na análise do impacto das migra-
ções de crédito nos valores da carteira, isto é, foca as probabili-
dades de transição de um rating para outro, incluindo o default, 
em determinado horizonte de tempo, que é muitas vezes toma-
do arbitrariamente como 1 (um) ano.

O CreditMetrics modela a distribuição completa de valo-
res de qualquer carteira de títulos ou empréstimos, em que 
tais valores estão relacionados apenas à migração de cré-
dito, considerando a evolução das taxas de juros de forma 
determinística. O VaR de crédito de uma carteira é, então, 
derivado de forma semelhante à maneira como é realizada 
para o risco de mercado. É simplesmente o percentil da dis-
tribuição correspondente ao nível de confiança desejado.

A KMV Corporation desenvolveu uma metodologia de risco 
de crédito, bem como uma extensa base de dados, para ava-
liar as probabilidades de inadimplência e a distribuição de 
perdas relacionadas tanto ao default quanto às migrações. A 
metodologia da KMV difere um pouco da adotada pelo mo-
delo CreditMetrics, uma vez que se baseia na frequência es-
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perada de default (EDF, da sigla em inglês para expected default 
frequency) para cada contraparte (ou tomador do risco), e não 
nas médias históricas das frequências de transição e de default 
produzidas pelas agências de classificação de risco, para cada 
categoria de risco.

•	 Atuariais – Baseados em técnicas de modelagem de distribui-
ções de perdas normalmente usadas na indústria de seguros. 
Exemplo: CreditRisk+. O modelo CreditRisk+, lançado no 
fim de 1997 pelo Credit Suisse Financial Products (CSFP), 
só se concentra na modelagem do default e assume que a ina-
dimplência para obrigações individuais ou empréstimos se-
gue um processo de Poisson. O risco de migração de crédito 
não é explicitamente modelado nessa análise, além de seu 
desenvolvimento partir da premissa de uma carteira infini-
tamente granular.

•	 Econométricos – Baseados em variáveis macroeco-
nômicas. Exemplo: CreditPortfolioView. O modelo 
CreditPortfolioView (CPV), da McKinsey and Company, 
assim como o CreditMetrics, mensura o risco de default e 
de downgrades/upgrades. É um modelo multifator e multi-
período de tempo discreto, no qual as probabilidades de 
default são uma função de variáveis macroeconômicas como 
PIB, desemprego, taxas de juros, taxas de câmbio e dívida 
pública, que também podem impulsionar, em grande medi-
da, os ciclos de crédito.

O Quadro 1 mostra um resumo comparativo dos modelos de risco 
de crédito citados.



Rodrigo Trotta Matt e Leonardo Brazão de Andrade

46 	 R. BNDES, Rio de Janeiro, v. 25, n. 49, p. 39-80, jun. 2018.

Quadro 1 • Comparações entre os principais modelos de risco de crédito

  Modelo KMV CreditMetrics Credit Portfolio 

View

CreditRisk+

Fatores de 
risco

Valor do ativo Valor do ativo Fatores  
macroeconômicos

Intensidade de 
default

Definição do 
risco

Distância ao  
default (DtD)

Valor da 
exposição 
marcada pelo 
modelo

Valor da 
exposição 
marcada pelo 
modelo

Somente risco 
de default

Escala de risco DtD em escala  
contínua

Downgrade/
upgrade e 
default 

Downgrade/
upgrade e default 

Default 

Probabilidades 
de transição

Baseadas no 
conceito de 
expected default 
frequencies (EDF)

Séries de 
migrações 
históricas de 
ratings, por 
exemplo, da S&P

Estocásticas, 
via fatores 
macroeconômicos

Não 
implementadas

Correlações Modelo de 
fatores baseados 
no valor do ativo

Modelo de 
fatores baseados 
no valor do 
patrimônio

Implícitas pela 
macroeconomia

Implícitas pelos 
setores

Severidade Estocástica 
(distrib. beta) e 
fixada

Estocástica 
(distrib. beta) e 
fixada

Estocástica, 
calibrada 
empiricamente

LGD* 
determinística, 
com algumas 
modificações 
estocásticas 

Fonte: Bluhm, Overbeck e Wagner (2003, p. 68).
* LGD, ou loss given default, é a perda dada pela inadimplência. É a medida percentual de perda de um 
crédito, condicional à entrada em situação de inadimplência. Pode ser definida ainda como (1 – Taxa 
de Recuperação).

Todos os modelos dependem de probabilidades de default incon-
dicionais e do comportamento do default conjunto. Os modelos 
Merton-based usam pares de correlações de ativos. Os atuariais 
usam a volatilidade do default. Os econométricos usam coeficientes 
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relativos a fatores macroeconômicos que incorporam correlações 
entre os fatores.

Entre os modelos citados, o CreditRisk+ é o de mais fácil aplicação 
à realidade brasileira, pois requer dados de entrada mais simples 
(apenas uma curva de probabilidades de default por faixa de risco e 
suas volatilidades, além das exposições já sensibilizadas pela LGD). 
Além disso, é um modelo analítico, que não requer muito esforço 
computacional. No entanto, suas estimativas podem negligenciar 
certas características da carteira, como a concentração (individual 
ou setorial), uma vez que suas premissas se baseiam na hipótese de 
uma carteira infinitamente granular. Além disso, a correlação é es-
timada implicitamente por meio da classificação setorial das con-
trapartes, o que pode ser um problema prático quando determinada 
contraparte estiver ligada a mais de um setor. A estimativa de per-
das também pode variar conforme o número de setores utilizados, 
algo indesejável.

O modelo KMV requer a existência de preços de mercado para 
os ativos de uma carteira de crédito, o que não é aplicável à 
realidade brasileira, em que poucas empresas têm papéis ne-
gociados publicamente. O modelo CreditMetrics permite uma 
modelagem realista, pois respeita o perfil da carteira. No entan-
to, pressupõe a existência de valores de mercado para os papéis 
de crédito, pois considera como perda não só o default propria-
mente dito, mas a desvalorização do papel em decorrência de 
downgrades de rating. Já o CreditPortfolioView é um modelo que 
requer uma extensa base de dados macroeconômicos, por região 
e setor econômico, nem sempre disponível. Além disso, as pro-
babilidades de default são estimadas por região ou setor, e não 
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por contraparte individual. É um modelo de difícil implementa-
ção e validação.

Modelo teórico adotado
O modelo teórico adotado na estimação das matrizes de correlação 
proposto baseia-se na simulação de Cópulas4 Gaussianas. Antes de 
passar para o modelo de estimação propriamente dito, será feito um 
detalhamento de todo o ferramental teórico envolvido na elabora-
ção deste artigo.

Modelos Merton-based
Neste artigo, utiliza-se um modelo de cálculo de capital econômico 
e de simulação de perdas na carteira do tipo Merton-based de um 
fator, semelhante, em certos aspectos, ao modelo CreditMetrics, 
mas com a diferença principal de que a migração de rating não soma 
perda ou ganho à carteira, uma vez que não se tem uma marcação 
a mercado efetiva para os papéis da carteira. Esses modelos assu-
mem que o ativo de toda firma segue um movimento geométrico 
browniano e são baseados no modelo proposto por Vasicek (1987).5 

4 Cópula é uma função utilizada em estatística para modelar dependências em distribui-
ções multivariadas. Entre as diferentes funções cópulas existentes, a gaussiana talvez seja 
uma das mais utilizadas.

5 Existem dois tipos de fatores que exercem impacto sobre as probabilidades de default 
individuais, de default conjunto e sobre as correlações dos ativos das contrapartes: o pri-
meiro, mais abrangente, compreende as condições gerais da economia nacional e mundial; 
o segundo, mais específico, abrange questões mais intrínsecas e relacionadas aos setores 
industriais específicos ou a fatores regionais e geográficos. Essa divisão de fatores é seme-
lhante à quebra em dois tipos de riscos presentes no risco de mercado: risco sistemático ou 
não diversificável e risco idiossincrático ou diversificável. O risco de default causado pelo 
estado geral da economia é o risco sistemático, enquanto o default causado por setores espe-
cíficos da indústria ou por fatores regionais e geográficos representa o risco idiossincrático.



Metodologia de estimação de matrizes de correlação de ativos e seu impacto  
no uso em estimativas de capital econômico para risco de crédito

49R. BNDES, Rio de Janeiro, v. 25, n. 49, p. 39-80, jun. 2018.

Caso o valor do ativo ultrapasse certo limiar, em um período de 
tempo, a firma entra em default. Caso contrário, ela sobrevive. Duas 
firmas podem estar sujeitas à influência de determinado fator, o que 
faz com que exista uma correlação no movimento de seus ativos.

O modelo assume ainda que os log-retornos de seus ativos são nor-
malmente distribuídos, o que faz com que a distribuição conjunta 
dos dois ativos em um horizonte determinado seja uma normal 
bivariada com correlação igual à correlação entre os dois ativos 
do processo.

Em termos matemáticos, para m contrapartes, denotem-se os valo-
res dos seus ativos em um dado tempo t=T por T

iA( )
. Assume-se que, 

para qualquer companhia i, existe um valor crítico para os seus ati-
vos Ci, em que a firma inadimple em [0,T] se, e somente se, T

i

iA C( ) < . 
Assume-se também que o horizonte T seja de um ano.

Na estrutura das estatísticas de perdas Bernoulli,6 AT pode ser vis-
ta como uma variável latente7 que direciona o evento de default. 
Ou seja:

	 L Bernoulli P A C i m
i C T

i
i

T

i

iA
= <



( ) =( )

<{ }
1 1 1

( )
~ ; ,...,( ) 	 (1)

O modelo assume que o valor do ativo é dependente de fatores ma-
croeconômicos gerais, bem como de influências específicas de fa-
tores regionais, setoriais e industriais. Os log-retornos dos ativos 

6 Um vetor de variáveis aleatórias L = (L1, L2, ..., Lm) é chamado estatística de perda Ber-
noulli, se todas as distribuições marginais de L são Bernoulli. Ou seja:

Li~Bernoulli(1; pi) i.e, Li = {1 com probabilidade pi

0 com probabilidade 1 – pi

7 Variável que não pode ser medida diretamente.
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g
i

T
i

i

A

A
=













ln
( )

( )
0

 admitem uma representação nos modelos Merton-based 
segundo a equação abaixo:

	 gi = Ri Фi + ԑi	 (2)

Em que:

gi – Log-retorno do ativo i;

Φi – Variável que simboliza o fator sistêmico, que exerce influência 
sobre os retornos gi;

Ԑi – Ruído idiossincrático;

Ri – Coeficiente que mede a influência do fator sistêmico na variá-
vel gi.

⇒ + = +; )ε γΦ Φ Φi i i i i
N e N – R N R

i i i i

~ ( ; ) ~ ( ~ ;0 1 0 1 12 2 2 2µ µ σ σ
ε ε

=



0 0 1 1 – R2

i

As correlações entre os ativos das contrapartes são exclusivamente 
capturadas pela correlação entre as contrapartes e o fator sistê-
mico Φi. A estrutura de independência condicional é criada, as-
sumindo que, após a revelação do estado da economia, os ruídos 
idiossincráticos ԑi são independentes entre si e independentes dos 
fatores sistêmicos Φi.

A probabilidade de default da contraparte i, condicionada ao fator 
sistêmico Фi, é dada por:

	 p P C N
N p R

Ri i i i i
i i

i

Φ Φ=( )= < =



 =

−

−

















−

ϕ γ ϕ
ϕ

|
[ ]1

21
	 (3)
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No caso de os fatores sistêmicos serem representados pela soma 
ponderada dos índices macroeconômicos (Ψj)j = 1, . . . ,J

, de forma que 
Φ Ψ

i ij jj

J= =∑ ω
1 , a equação (3) pode ser reescrita da seguinte forma:

	 p P C N
N p R

Ri i i i i

i i i iJ J

i

Φ Φ=( )= < =



 =

− +

−








−

ϕ γ ϕ
ω ψ ω ψ

|
[ ] ( )1

1 1

21









	 (4)

com as realizações dos índices macroeconômicos (Ψj = ψj)j = 1, . . . ,J 
.

Correlação de default, correlação 
de ativos e volatilidade de default
Existem alguns métodos utilizados para a estimação das matrizes 
de correlação. Lucas (1995) propõe o uso de dados históricos para a 
estimação direta da probabilidade de default conjunta e, com isso, a 
correlação de default. Uma aplicação pode ser encontrada em Nagpal 
e Bahar (2001). Tal metodologia é problemática, pois o default é um 
evento raro, especialmente para firmas com ratings altos, o que tor-
na a série histórica insuficiente para uma estimação acurada. Além 
disso, as correlações de default podem variar, de forma que o passa-
do pode não refletir a realidade atual.

Uma segunda abordagem utiliza a estrutura teórica do processo de 
default, baseada no modelo de Merton. Uma hipótese que enfraque-
ce o modelo é assumir que a firma só pode entrar em default na 
maturidade. O que se faz na prática é assumir que a firma pode 
inadimplir em determinado horizonte escolhido, mas em nenhum 
outro período.
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Existem outras abordagens, como a baseada no modelo de 
Zhou (2001),8 modelos de intensidade9 e funções de sobrevivência 
(survival functions).

A literatura estabelece uma relação entre a volatilidade do default e a 
correlação de ativos e entre a volatilidade do default e a correlação do 
default. Consequentemente, pode-se relacionar ainda a correlação 
do default com a correlação dos ativos, conforme os gráficos 1, 2 e 3.

Gráfico 1 • Volatilidade do default versus correlação dos ativos
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Fonte: Koyluoglu e Hickman (1998, p. 10).

8 As correlações são calculadas com base no First-Passage-Time Model of Default 
Correlation.

9 Consultar as referências Jarrow, Lando e Turnbull (1997) e Lando (1997).



Metodologia de estimação de matrizes de correlação de ativos e seu impacto  
no uso em estimativas de capital econômico para risco de crédito

53R. BNDES, Rio de Janeiro, v. 25, n. 49, p. 39-80, jun. 2018.

Gráfico 2 • Volatilidade do default versus correlação de default
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Fonte: Koyluoglu e Hickman (1998, p. 11).

Gráfico 3 • Correlação dos ativos versus correlação de default
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A correlação de defaults correspondente a determinada correlação de 
ativos é bem menor. Segundo Koyluoglu e Hickman (1998), essas re-
lações são fundamentais para harmonizar os diferentes modelos. Por 
exemplo, um dos dados de entrada para o CreditRisk+ é a volatilidade 
de default, enquanto, para o CreditMetrics, é a correlação de ativos.

Para relacionar essas grandezas, devem-se deduzir algumas expres-
sões importantes. A primeira delas é a probabilidade incondicional 
conjunta de default, que pode ser expressa como:

pij = P[Li = 1, Lj = 1] = P[gi < Ci, gj < Cj] = P[gi < N –1[pi], gj < N –1[pj]],

e Li definido conforme a equação (1).

Como gi, gj ~ N(0; 1), então:

pij = N2,ρij
 (N –1(pi), N

–1(pj), ρij) = 
−∞−∞

−−

∫∫
N pN p ji

11 ( )( )

 Φ (xi,xj,ρij) dxidxj	 (5)

Em que:

pij – Probabilidade incondicional de default conjunta;

pi e pj – Probabilidades incondicionais de default das contrapartes i e j;

ρij – Correlação entre os ativos das contrapartes i e j;

N2,ρij 
– Distribuição normal-padrão bivariada acumulada;

Φ – Função densidade de probabilidade da normal-padrão bivaria-
da; e

Li e Lj – Estatísticas de perdas Bernoulli.

A probabilidade de default conjunta entre duas contrapartes i e j, ou 
pij, se considerada uma distribuição normal bivariada, é determinada 
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pelas probabilidades de default individuais pi e pj e uma medida de cor-
relação entre essas contrapartes (ρij). Quanto maior a medida de corre-
lação, maior a probabilidade de default conjunta.

Uma ilustração da relação entre a função densidade de probabili-
dade, os limiares de default e a probabilidade de default conjunta é 
dada pela Figura 1.

Figura 1 • Relação entre a função densidade normal bivariada  
dos retornos de ativos, os limiares de default e a probabilidade  
conjunta de inadimplência para ρij = 0.6

Fonte: Hahnenstein (2003, p. 7).
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A probabilidade de default conjunta é dada pelo volume do sólido 
entre a área pontilhada do plano dado por xí e xj́ e a função de den-
sidade bivariada. O contraste entre a probabilidade de massa entre 
uma relação de ativos não correlacionados (ρij = 0) e uma relação 
com correlação ρij = 0.5 é ilustrado nas figuras 2 e 3.

Figura 2 • A probabilidade de default conjunta é dada pela área pontilhada 
sobre a elipse definida pela função densidade normal bivariada com ρij = 0

Fonte: Hahnenstein (2003, p. 9).
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Figura 3 • A probabilidade de default conjunta é dada pela área pontilhada 
sobre a elipse definida pela função densidade normal bivariada com ρij = 0.5

Fonte: Hahnenstein (2003, p. 9).

Para calcular a correlação de default ρij
D entre as contrapartes i e j, 

deve-se lembrar que:

Li~Bernoulli(1; pi) i.e. Li = {1 com probabilidade pi
0 com probabilidade 1 – pi

Então:

[E(LiLj) = pij; E(Li)] = pi e σ2
Li = pi (1 – pi)

Logo,

	 ρ
σ σij

D i j i j

L L

ij i j

i i j j

E L L E L E L p p p

p p p p
i j

=
−

=
−

− −

( ) ( ) ( )

( ) ( )1 1
	 (6)
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A equação (6) pode ser explicada da seguinte forma: se a probabili-
dade de default conjunta pij for igual à multiplicação das probabili-
dades individuais de default (pi e pj), significa que não há correlação 
entre as contrapartes i e j e, portanto, ρij

D = 0. Ou seja, é a hipótese de 
independência entre os defaults de i e j. De outra forma, se existe uma 
correlação maior que zero (ρij

D > 0), significa que a probabilidade de 
default conjunto é maior do que a dada pela multiplicação das pro-
babilidades de default individuais na hipótese de independência.

Para o modelo apresentado neste estudo, a relação mais impor-
tante é dada pela relação observada na Figura 1, entre a volatili-
dade do default e a correlação de ativos. A variância do default é 
dada pela expressão a seguir, com N2 representando a distribuição 
normal-padrão bivariada acumulada e ρ a correlação entre ativos.

	 σ2
default i = N2[N

–1[pi], N
–1[pi]; ρi] – p2

i	 (7)

Para a estimação da correlação de ativos, substitui-se a variância da 
equação (7) pela variância amostral. Dessa forma, pode-se estimar 
a correlação de ativos, que é uma entrada necessária ao modelo de 
perdas utilizado no estudo.

As equações (5), (6) e (7) dão alguma explicação para o padrão dos 
gráficos exibidos na presente subseção. Olhando a equação (5), ob-
serva-se que, quanto maior a correlação dos ativos das contrapar-
tes, maior será a probabilidade incondicional de default conjunta 
e, portanto, pela equação (7), maior será a volatilidade de default. 
Pela equação (6), se a correlação de default aumenta, aumenta-
-se a probabilidade incondicional de default conjunta e, portanto, 
pela equação (7), aumenta-se a volatilidade de default. Finalmente, 
quanto maior a correlação dos ativos das contrapartes, maior será 
a probabilidade incondicional de default conjunta e, portanto, pela 
equação (6), maior será a correlação de default.
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Modelo de estimação  
da matriz de correlação
Conforme mencionado anteriormente, a estimativa das correlações 
entre os ativos dos ratings das contrapartes de uma carteira hipo-
tética é baseada nas equações (5), (6) e (7), bem como na realização 
de simulações de Cópulas Gaussianas Bivariadas. Inicialmente, se-
rão calculadas estimativas de correlações de ativos dos ratings das 
contrapartes com o fator sistêmico, conforme descrito no modelo 
geral representado pela equação (2). Em seguida, com base nessas 
estimativas dessas correlações, são realizadas simulações de Cópu-
las Gaussianas Bivariadas com distribuições marginais normais, de 
cada classe (rating) com o fator sistêmico, aos pares. Para cada simu-
lação, basta calcular a correlação entre as duas classes, para obter 
os valores das correlações entre os ratings. Uma vez que a matriz de 
correlação de ativos dos ratings estiver montada, a matriz de corre-
lação de ativos das contrapartes é obtida de forma imediata, como 
se verá adiante.

Dados utilizados
Basicamente, a principal fonte de dados de entrada para o processo 
foi uma tabela com frequências históricas médias observadas para 
períodos de um ano (PDs10 incondicionais) e das volatilidades de 
default por ratings. Essas medidas foram tiradas do relatório de S&P 
Global Market Intelligence (2017). A curva de PD é uma média de 
longo prazo ponderada e a volatilidade é o próprio desvio-padrão 
observado na série anual de 1981 a 2016.

10 PD – da sigla em inglês para probability of default, ou probabilidade de inadimplência.
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Tabela 1 • Estimativas das PDs incondicionais e volatilidades  
das PDs por ratings para o horizonte de um ano

Rating PD Volatilidade

AAA 0,00% 0,00%

AA 0,02% 0,07%

A 0,06% 0,10%

BBB 0,18% 0,26%

BB 0,72% 1,01%

B 3,76% 3,29%

CCC/C 26,78% 11,76%

Fonte: Elaboração própria, com base em S&P Global Market Intelligence (2017).

Gráfico 4 • PDs incondicionais e volatilidades das PDs  
por faixa de risco para o horizonte de um ano
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Fonte: Elaboração própria, com base em S&P Global Market Intelligence (2017).
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Metodologia de estimação
As etapas de estimação da matriz de correlação de ativos por ratings, 
fundamentadas nos processos gerais descritos nos tópicos anterio-
res, são as seguintes:

Etapa 1: De posse das estimativas das probabilidades incondicionais 
e volatilidades de default, calculam-se as correlações de ativos dos 
ratings com o fator sistêmico ρi com i representando cada um dos 
ratings. Para cada rating i, ρi é o seu coeficiente de correlação com o 
fator sistêmico que minimiza a diferença quadrática entre a variân-
cia amostral, representada pelo quadrado da volatilidade de default 
da Tabela 1, e a variância teórica dada pela equação descrita em (7).

Etapa 2: A partir das estimativas das correlações de ativos dos ratings 
com o fator sistêmico, deve-se observar a existência de smiles11 de cor-
relação implícita. Assim como existe o efeito do smile nas volatilidades 
implícitas para opções de equity, observa-se efeito similar para as cor-
relações implícitas na precificação de CDOs.12 Da mesma forma que 
as volatilidades implícitas se baseiam no modelo de Black-Scholes, as 
correlações implícitas baseiam-se no modelo mais amplamente utili-
zado para os CDOs, que é o Modelo de Cópulas Gaussianas de Fator 
Único (Single Factor Gaussian Copula Default Time Model).

11 O termo smile foi inicialmente utilizado para descrever o efeito da volatilidade implícita 
de opções com diferentes preços de exercício e uma mesma data de vencimento, segundo um 
modelo de precificação como o Black-Scholes. Em um gráfico que relaciona a volatilidade 
implícita e o preço de exercício das opções, observa-se maior volatilidade para as opções den-
tro do dinheiro (in-the-money) e fora do dinheiro (out-of-the-money) e menor volatilidade para 
as opções no dinheiro (at-the-money), o que faz com que o gráfico se assemelhe a um sorriso.

12 CDO é uma securitização de obrigações de pessoas jurídicas. Por ordem de volume, os 
CDOs securitizam ou ressecuritizam: empréstimos comerciais, títulos negociáveis de renda fixa, 
ativos lastreados por recebíveis, dívida de países emergentes (EMD) etc. O pagamento sequen-
cial das obrigações das tranches assegura a manutenção da estrutura de subordinação. O paga-
mento sequencial das obrigações é feito em ordem crescente de risco de crédito das tranches, 
isto é, pagam-se primeiro as obrigações das tranches menos arriscadas e depois, das tranches mais 
arriscadas. Em compensação, as tranches mais arriscadas são as que dão mais retornos.
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Gráfico 5 • Smile de correlação implícita de mercado de tranches 
padronizadas do Índice CDX.NA.IG em 22 de setembro de 2005
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Fonte: Agca, Agrawal e Islam (2008, p. 6).

Gráfico 6 • Correlação de ativos baseada nas taxas de default  
da Moody’s de um ano para o período 1970-2008
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Fonte: Bandyopadhyay e Ganguly (2011, p. 14).
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Agca, Agrawal e Islam (2008) afirmam que o Modelo de Cópulas 
Gaussianas Padronizadas de um Único Fator é responsável pelo sur-
gimento de smiles de correlação implícita em virtude das hipóteses 
do modelo. Os pressupostos principais são os seguintes:

•	 a estrutura de dependência dos retornos dos ativos das con-
trapartes é dada pela cópula gaussiana com distribuições mar-
ginais normal-padrão;

•	 as correlações entre os retornos dos ativos são direcionadas 
por um único fator sistêmico em comum;

•	 todas as correlações entre os retornos dos ativos são iguais 
por causa da assunção da hipótese de homogeneidade da cor-
relação dos ativos com o fator sistêmico;

•	 as taxas de recuperação ou de perdas de crédito são homogêneas 
entre as contrapartes e são constantes ao longo do tempo; e

•	 todos os créditos no portfólio de referência têm spreads idên-
ticos (assunção da hipótese de homogeneidade dos spreads).

O Gráfico 7 mostra o efeito smile de correlação implícita de ativos 
dos ratings calculado em relação ao fator sistêmico. Com os dados 
utilizados, não se observou o efeito completo, principalmente em 
função das faixas de risco maior.

Uma medida importante a ser observada também é a correlação 
implícita de defaults de cada rating i, dada pela seguinte expressão:

	 ρ
σ

ρ ρimplícita i
D default i

i i

=
−

2

1( )  (i = AAA, AA .. . , CCC/C)	 (8)13

13 A expressão é construída observando-se as expressões (6) e (7).
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Gráfico 7 • Smile de correlação implícita de ativos  
dos ratings das contrapartes com o fator sistêmico
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Fonte: Elaboração própria.

A equação acima mostra a correlação de default do rating i com o 
fator sistêmico, de maneira análoga à correlação dos ativos das con-
trapartes de rating i com o fator sistêmico, ρi. Na expressão acima, 
a variância a ser usada pode ser tanto a da equação (7) quanto a 
variância amostral, representada pelo quadrado da volatilidade de 
default da Tabela 1, uma vez que ambas foram praticamente igua-
ladas por meio do processo de otimização quadrática realizado no 
passo anterior. Escolheu-se usar a variância amostral na equação 
acima. A variável ρi representa a probabilidade incondicional de 
default do rating i, também da Tabela 1.

O Gráfico 8 mostra a estimativa de correlação implícita de default 
para cada faixa de risco.
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Gráfico 8 • Estimativa da correlação implícita de default por rating
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Fonte: Elaboração própria.

Pelo que foi exposto acima, e analisando as equações (5), (6), (7) e (8), 
há uma tendência de as correlações implícitas de default serem re-
lacionadas positivamente com as probabilidades incondicionais e 
variâncias de default dos ratings. Portanto, pode-se realizar algum 
tipo de ajuste para manter a desejável monotonicidade da curva de 
correlações implícitas de default. Neste estudo, não se observa mo-
notonicidade entre os ratings AA e A, mas não foi realizado ne-
nhum ajuste, isto é, foi mantida a curva original estimada.

Etapa 3: Com base nas correlações de ativos dos ratings i com o fator 
sistêmico, parte-se para a obtenção das correlações entre os ativos dos 
ratings. Para isso, são realizadas simulações de Cópulas Gaussianas Bi-
variadas com distribuições marginais normais, de cada classe (rating) 
com o fator sistêmico, aos pares. Para cada simulação, basta calcular a 
correlação entre as duas classes, para obter os valores das correlações 
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entre os ativos dos ratings. Matematicamente, isso pode ser expresso 
da seguinte forma:

Geram-se aleatoriamente os pontos (X1, X2) com:

X Y
i i i i
= + − ε1   (i = 1,2).

Em que:

Y, Z1, Z2~N(0,1) i. i. d e ρ1, ρ2 são as correlações de ativos dos ratings 
1 e 2 com o fator sistêmico.

Para calcular a correlação ρ12 entre os ativos dos ratings 1 e 2, deve-se 
ter:

Logo, as correlações entre os ativos dos ratings i e j são obtidas usan-
do-se a expressão:

	 ij =  i,j = AAA, AA .. . ,CCC/C com i ≠ j	 (9)

Assim, finalmente a matriz de correlação de ativos dos ratings é ge-
rada e apresenta o seguinte formato:
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AAA AAA CCC C

CCC C AAA CCC C

…
, /

/ , /

A diagonal principal contém as correlações de ativos de cada rating 
com o fator sistêmico, enquanto os elementos fora da diagonal 
principal são as correlações entre os ativos dos ratings. A diago-
nal principal contém as correlações que relacionarão contrapartes 
diferentes que têm a mesma classificação de risco, ao passo que fora 
da diagonal principal existem as correlações que relacionarão con-
trapartes diferentes com classificações de risco diferentes.

Uma vez que a matriz de correlação de ativos dos ratings foi estima-
da, podem-se obter outras três matrizes a partir dela, a saber:

•	 A matriz de covariância de ativos dos ratings, obtida da se-
guinte forma:

–– Para os elementos da diagonal principal, os valores serão 
iguais à variância estimada de cada rating segundo o méto-
do descrito na etapa 1;

–– Para os elementos fora da diagonal principal, os valores se-
rão calculados segundo a equação abaixo:

covij = ρijSdefault iSdefault j i,j = AAA,AA ...,CCC/C com i ≠ j (10)

Em que:

ρij = Correlação de ativos entre os ratings i e j, calculado na 
equação (9);

Sdefault i = Desvio-padrão de default do rating i, calculado na 
etapa 1 descrita anteriormente;
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•	 A matriz das probabilidades incondicionais conjuntas de 
defaults dos ratings, obtida com base na equação (5);

•	 A matriz de correlações de defaults dos ratings, obtida segun-
do a equação (6);

Etapa 4: De posse da estimativa da matriz de correlação de ativos 
dos ratings, é possível finalmente obter os valores das correlações 
entre os ativos das contrapartes da carteira.

As estimativas de parâmetros de risco de crédito por rating (PDs, 
LGDs, EADs,14 correlações etc.) dependem de informações de crédito 
de várias contrapartes da carteira, que têm características semelhantes 
que justificam sua inclusão em uma determinada classificação de risco. 
Ou seja, consolidam-se, por rating, informações de várias contrapartes 
com a mesma classificação de risco. Por exemplo, para haver alguma 
estimativa de risco de crédito para o rating AAA, devem-se reunir da-
dos de crédito de todas as contrapartes classificadas como AAA.

Com base no que foi exposto no parágrafo acima, além do fato de 
a tabela básica de input conter informações de PDs incondicionais 
e volatilidades de default por rating, são geradas as matrizes de cor-
relação de ativos dos ratings em primeiro lugar para depois serem 
abertos os valores das correlações por contrapartes e, assim, gerar as 
matrizes de correlação entre elas.

A matriz de correlação de ativos das contrapartes terá a diagonal prin-
cipal formada apenas pelo valor 1 (um). Fora da diagonal principal, as 
correlações entre os ativos das contrapartes de classificações de risco 
distintas serão representadas pelos coeficientes de correlação entre os 
ativos dos ratings distintos, ao passo que as correlações entre os ativos 

14 EAD – da sigla em inglês para exposure at default, ou exposição ao risco.
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das contrapartes de mesma classificação de risco serão representadas 
pelas correlações de ativos dos ratings com o fator sistêmico.

Como exemplo, suponha-se uma carteira com as seguintes classifi-
cações de risco hipotéticas: três contrapartes AAA, duas BBB e uma 
CCC. Com base na matriz de correlação dos ratings, a matriz de 
correlação dessas contrapartes será como mostra a Tabela 2.

Tabela 2 • Matriz de correlação de ativos de contrapartes hipotética

Contraparte 

1

Contraparte 

2

Contraparte 

3

Contraparte 

4

Contraparte 

5

Contraparte 

6

AAA AAA AAA BBB BBB CCC

Contraparte 1 AAA 1 ρAAA ρAAA ρAAA,BBB ρAAA,BBB ρAAA,CCC
Contraparte 2 AAA ρAAA 1 ρAAA ρAAA,BBB ρAAA,BBB ρAAA,CCC
Contraparte 3 AAA ρAAA ρAAA 1 ρAAA,BBB ρAAA,BBB ρAAA,CCC
Contraparte 4 BBB ρBBB,AAA ρBBB,AAA ρBBB,AAA 1 ρBBB ρBBB,CCC
Contraparte 5 BBB ρBBB,AAA ρBBB,AAA ρBBB,AAA ρBBB 1 ρBBB,CCC
Contraparte 6 CCC ρCCC,AAA ρCCC,AAA ρCCC,AAA ρCCC,BBB ρCCC,BBB 1

Fonte: Elaboração própria.

Resultados obtidos
Com base na metodologia apresentada nas seções anteriores e tendo 
como fonte de dados a tabela com as estimativas das PDs incon-
dicionais e das volatilidades de default por ratings, as tabelas 3 e 4 
mostram os dados das correlações de ativos dos ratings com o fator 
sistêmico e das correlações de default implícitas e a matriz de corre-
lação de ativos dos ratings, respectivamente.



Rodrigo Trotta Matt e Leonardo Brazão de Andrade

70 	 R. BNDES, Rio de Janeiro, v. 25, n. 49, p. 39-80, jun. 2018.

Tabela 3 • Dados das correlações de ativos dos ratings  
com o fator sistêmico e das correlações de default implícitas

Rating ρ Default implícita ρ Fator sistêmico

AAA

AA 0,0025 0,2145

A 0,0017 0,1196

BBB 0,0038 0,1217

BB 0,0143 0,1602

B 0,0299 0,1319

CCC/C 0,0705 0,1244

Fonte: Elaboração própria.

Tabela 4 • Matriz de correlação de ativos por ratings

  AAA AA A BBB BB B CCC/C

AAA - - - - - - -

AA 0,2145 0,1602 0,1616 0,1854 0,1682 0,1634

A 0,1196 0,1206 0,1384 0,1256 0,1220

BBB 0,1217 0,1396 0,1267 0,1230

BB 0,1602 0,1454 0,1412

B 0,1319 0,1281

CCC/C 0,1244

Fonte: Elaboração própria.
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Com base nessas estimativas, foram executadas vinte mil simulações 
de perdas por meio do modelo de simulação de Monte Carlo do 
tipo Merton de fator único, conforme descrito na segunda seção, 
para o horizonte de um ano. A carteira usada neste estudo con-
tém setecentas contrapartes, sendo cem para cada faixa de risco. 
Além disso, assumiu-se que todas as contrapartes têm LGD de 100% 
e exposição de 1 (uma) unidade monetária, o que evita contaminar 
o efeito da correlação com efeitos de concentração da carteira. O 
modelo também foi executado nas mesmas condições, mas sob a 
hipótese de independência. As métricas observadas foram:

•	 Perda esperada (EL – expected loss);

•	 VaR (value at risk) nos percentis 95%, 99% e 99,9%;

•	 Capital econômico (EC – economic capital) a 99,9%; e

•	 Perda esperada condicional (ES – expected shortfall) a 99,9%.

As diferenças observadas são mostradas na Tabela 5.

Tabela 5 • Perdas percentuais de uma carteira de crédito hipotética, 
resultantes da execução de vinte mil simulações em modelo do 
tipo Merton-based de um fator, sob as hipóteses de independência 
(sem correlação) e de contrapartes correlacionadas, considerando a  
matriz de correlação estimada pelo modelo, para o horizonte de um ano

  EL VaR@95% VaR@99% VaR@99.9% EC@99.9% ES@99.9%

Sem 
correlação

4,50% 5,71% 6,14% 6,71% 2,21% 7,03%

Com 
correlação

4,52% 11,00% 15,29% 21,29% 16,77% 24,81%

% de 
acréscimo

0,36% 92,50% 148,84% 217,02% 657,45% 253,05%

Fonte: Elaboração própria.
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O efeito observado do uso da correlação para a perda esperada 
foi baixo. De forma geral, é um resultado esperado para métricas 
de tendência central. Por outro lado, em relação às medidas de 
cauda, observou-se um incremento não desprezível. Em cartei-
ras concentradas, o efeito tende a ser maior que em carteiras de 
mesmo perfil de risco, porém mais granulares (ou com menor 
nível de concentração). Isso se deve ao fato de que a correlação 
de ativos aumenta a probabilidade de default conjunta, que, se 
aplicada a uma carteira com grandes exposições, atinge direta-
mente as perdas extremas, capturadas em métricas como o VaR 
a 99,9% ou a ES.

Ressalta-se a importância de o impacto ser mais intenso nas me-
didas de cauda, uma vez que o capital exigido para cobrir perdas 
deve ser estimado levando-se em conta as perdas não esperadas da 
carteira. Para as perdas esperadas, as provisões para créditos de 
liquidação duvidosa (PCLD) cumprem o papel de cobri-las. Para 
as perdas não esperadas, são consideradas as medidas do capital 
regulatório (calculado por regras padronizadas estabelecidas pelo 
órgão regulador) ou do capital econômico, em uma abordagem ge-
rencial. O capital econômico é calculado pela diferença entre o 
VaR a determinado percentil (99,9% no caso do risco de crédito) 
e a perda esperada estimada. Portanto, ao ignorar o efeito da cor-
relação, uma instituição seria levada a crer que seu capital seria 
suficiente para suportar perdas muito maiores do que aquelas que 
poderiam vir a se materializar ou, olhando por outro aspecto, po-
deria menosprezar a probabilidade de ocorrência de perdas acima 
de determinado montante.

O Gráfico 9 ilustra o impacto nas medidas de cauda por meio da 
comparação entre as distribuições acumuladas empíricas.
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Gráfico 9 • Distribuições acumuladas  
empíricas – simulações sem e com correlações
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Fonte: Elaboração própria.

Pelo gráfico, observa-se que a distribuição de perdas acumuladas 
que considera correlações entre ativos mostra perdas estimadas 
maiores para um mesmo percentil de cauda, se comparada à distri-
buição de perdas sob a hipótese de independência (correlação zero). 
Quanto mais alto o percentil, maior é a diferença entre as perdas 
simuladas sob as duas hipóteses, conforme ilustra o Gráfico 10.
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Gráfico 10 • Diferença percentual entre perdas  
simuladas com e sem correlação, por percentil empírico
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Fonte: Elaboração própria.

Considerações finais
A regulação bancária sobre a gestão de riscos tem se intensificado 
nos últimos anos e exigido, cada vez mais, capacitação no campo 
de estimativas estatísticas de risco, em especial para as instituições 
financeiras de maior porte e relevância sistêmica. Nos modelos mais 
comumente explorados na literatura de cálculo de perdas potenciais 
de crédito e, consequentemente, de métricas de risco, como o capi-
tal econômico, as informações sobre correlações constituem impor-
tante entrada, seja direta ou indiretamente, conforme descrito por 
Koyluoglu e Hickman (1998).
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Os coeficientes de correlação funcionam como métricas que quan-
tificam as relações entre os ratings e, em última instância, entre as 
contrapartes, sendo úteis na estimação das probabilidades de default 
conjunto. Quando duas contrapartes entram em default simultanea-
mente, as perdas na carteira de crédito são mais severas. Quanto 
maior a correlação entre os defaults das contrapartes, maior é a con-
centração do risco da carteira. Enfim, a correlação descreve a ex-
tensão na qual as contrapartes tenderão a ficar inadimplentes ao 
mesmo tempo. Isso faz com que as medidas de perdas não esperadas 
sejam mais severas e leva à necessidade de maior alocação de capital 
para lidar com essas perdas potenciais.

Durante o processo de estimação das correlações, observou-se o 
efeito smile de correlação implícita em virtude das hipóteses simpli-
ficadoras do Modelo de Cópulas Gaussianas, ainda que incompleto. 
Esse modelo pressupõe distribuição normal dos log-retornos, além 
de apenas um fator sistêmico influenciando igualmente todas as 
contrapartes e de forma constante, premissas que não se observam 
na prática. Para tentar contornar parte desses problemas, o pro-
cesso de estimação levou em conta a existência de correlações de 
default e volatilidades implícitas e apurou os valores das correlações 
de ativos dos ratings tendo como base os valores estimados das PDs 
e volatilidades de defaults que são variáveis por faixa de risco.

A aplicação de matrizes de correlação para os modelos do tipo 
Merton-based mostrou-se muito relevante no exercício realizado, 
pois observou-se que um aumento da probabilidade de inadimplên-
cia simultânea, mesmo que baixo, pode gerar perdas mais intensas 
na carteira de crédito em se tratando de medidas de cauda. Além 
disso, a correlação entre os defaults das contrapartes pode contri-
buir para aumentar o risco de concentração da carteira.
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Cumpre destacar que há muito espaço para aprimoramento do mo-
delo apresentado. Por exemplo, podem-se relaxar algumas das hipó-
teses do Modelo de Cópulas Gaussianas Padronizadas de um Único 
Fator, tais como:

•	 substituição das Cópulas Gaussianas por Cópulas t de Student, 
gerando-se, assim, distribuições com caudas mais pesadas; e

•	 substituição das cópulas de um único fator sistêmico por có-
pulas multifatoriais, com cada fator exercendo influências va-
riáveis por rating (contraparte).

Outra opção seria utilizar as Cópulas de Arquimedes, que compõem 
outra classe comumente utilizada em risco de crédito, composta por 
Cópulas Gumbel, Frank e Clayton, entre outras.

Existe ainda a possibilidade de usar outros modelos para fins com-
parativos, como o modelo de Zhou (2001), em que as correlações 
são obtidas pelo Modelo de Estimação das Correlações de Default 
baseado em Tempos de Primeira Passagem (First-Passage-Time Mo-
del of Default Correlation), Modelos de Intensidade e Funções de 
Sobrevivência (Survival Functions).
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Apêndice
Matrizes de covariância, probabilidade conjunta e de correlação 
de defaults

Tabela 1 • Matriz de covariância de ativos por ratings

  AAA AA A BBB BB B CCC/C

AAA  -  -  -  -  -  -  - 

AA   4,9E-07 1,1E-07 2,9E-07 1,3E-06 3,9E-06 1,3E-05

A     1,0E-06 3,1E-07 1,4E-06 4,1E-06 1,4E-05

BBB       6,8E-06 3,7E-06 1,1E-05 3,8E-05

BB         1,0E-04 4,8E-05 1,7E-04

B           1,1E-03 5,0E-04

CCC/C             1,4E-02

Fonte: Elaboração própria.

Tabela 2 • Matriz de probabilidades  
incondicionais conjuntas de default por ratings

  AAA AA A BBB BB B CCC/C

AAA  -  -  -  -  -  -  - 

AA   5,3E-07 8,7E-07 2,5E-06 1,1E-05 4,2E-05 2,2E-04

A     1,4E-06 4,1E-06 1,8E-05 8,1E-05 5,0E-04

BBB       1,0E-05 4,5E-05 2,0E-04 1,3E-03

BB         1,5E-04 7,0E-04 4,5E-03

(Continua)
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(Continuação)

  AAA AA A BBB BB B CCC/C

B           2,5E-03 1,8E-02

CCC/C             8,6E-02

Fonte: Elaboração própria.

Tabela 3 • Matriz de correlação de default por ratings

  AAA AA A BBB BB B CCC/C

AAA  -  -  -  -  -  -  - 

AA   0,0025 0,0022 0,0036 0,0080 0,0130 0,0264

A     0,0017 0,0029 0,0068 0,0126 0,0308

BBB       0,0038 0,0090 0,0170 0,0428

BB         0,0143 0,0270 0,0676

B           0,0299 0,0886

CCC/C             0,0705

Fonte: Elaboração própria.


